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ДЕМОДУЛЯЦИЯ СИГНАЛА С ПОМОЩЬЮ КЛАССИЧЕСКИХ АЛГОРИТМОВ 

МАШИННОГО ОБУЧЕНИЯ ДЛЯ МОДЕЛИ ВАТТЕРСОНА 

Исследуется возможность применения классических алгоритмов машинного обучения для 

демодуляции сигналов в коротковолновом канале связи, описываемом моделью Ваттерсона. Акту-

альность задачи обусловлена необходимостью повышения помехоустойчивости при широкополос-

ной передаче данных в условиях многолучевого распространения и доплеровских искажений. В ка-

честве классификаторов используются алгоритмы Random Forest, Decision Tree и KNN  

(k-ближайших соседей). Обучение моделей производится на синтезированных данных, полученных 

в среде MATLAB Simulink, где варьировались временные задержки лучей (0–4 мс) и доплеровский 

сдвиг (0–10 Гц). Входными признаками служат координаты сигнальных созвездий, а также пре-

дыстория принимаемых символов, поскольку межсимвольная интерференция оказывает сущест-

венное влияние на положение текущей точки. Проведенные эксперименты выявили критическую 

особенность: алгоритмы демодуляции обладают высокой чувствительностью к изменениям доп-

леровского сдвига. Отклонение параметра всего на 0.1 Гц от обучающей выборки приводит к из-

менению структуры сигнального созвездия и росту вероятности ошибки (BER) до 0.5. При совпа-

дении доплеровских параметров с обучающей сеткой наилучшие результаты показывает алго-

ритм Random Forest, обеспечивая BER <0.01 на полном объеме данных. Для решения проблемы 

чувствительности предложен метод локального обучения с уменьшенным шагом дискретизации 

доплеровского сдвига (до 0.1 Гц), что позволяет добиться BER ≤0.01 для Random Forest. В связи с 

экспоненциальным ростом объема обучающей выборки (до 1000 Гб) разработаны методы её со-

кращения: исключение временных параметров и семплирование данных с учетом возможных ком-

бинаций предшествующих битов. Это позволило уменьшить объем данных в 31.5 раза, сохранив 

BER <10% для Random Forest при шаге обучения 0.2 Гц. В работе делается вывод о целесообразно-

сти использования Random Forest Classifier для демодуляции в КВ-каналах и необходимости адап-

тации шага обучения под требуемую точность доплеровского сдвига. 

Модель Ваттерсона; коротковолновый канал связи; Matlab; машинное обучение; многолуче-

вой канал связи. 

A.S. Kirillov 

SIGNAL DEMODULATION USING CLASSICAL MACHINE LEARNING 

ALGORITHMS FOR THE WATTERSON MODEL 

This paper investigates the application of classical machine learning algorithms for signal demodu-

lation in a high-frequency communication channel described by the Watterson model. The relevance of 

this task stems from the need to improve noise immunity during broadband data transmission under condi-

tions of multipath propagation and Doppler distortions. The classifiers used include Random Forest, De-

cision Tree, and k-nearest neighbors (KNN). The models are trained on synthesized data generated in the 

MATLAB Simulink environment, with varying path delays (0–4 ms) and Doppler shifts (0–10 Hz).  

The input features comprise the coordinates of signal constellations as well as the history of received sym-

bols, since intersymbol interference significantly affects the position of the current point. The experiments 

revealed a critical feature: demodulation algorithms exhibit high sensitivity to variations in Doppler shift. 

A deviation of just 0.1 Hz from the training set parameters alters the structure of the signal constellation, 

increasing the bit error rate (BER) to 0.5. When the Doppler parameters align with the training grid, the 

Random Forest algorithm demonstrates the best performance, achieving a BER <0.01 on the full dataset. 

To address this sensitivity, a local training method with a reduced Doppler shift sampling step (down to 

0.1 Hz) is proposed, enabling a BER ≤0.01 for Random Forest. Due to the exponential growth of the train-

ing dataset size (up to 1000 GB), data reduction techniques were developed: excluding time parameters 

and sampling data based on possible combinations of preceding bits. This reduced the data volume by a 

factor of 31.5 while maintaining a BER <10% for Random Forest with a training step of 0.2 Hz. The study 

concludes that the Random Forest classifier is suitable for demodulation in HF channels and highlights 

the necessity of adapting the training step to the required Doppler shift accuracy. 

Watterson model; shortwave communication channel; Matlab; machine learning; multipath com-

munication channel. 
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Введение. Коротковолновые (КВ) каналы связи используются уже давно. Главным 
плюсом является свойство волн КВ диапазона отражаться от ионосферы, тем самым пе-
редавать данные на сотни километров без инфраструктуры. Это позволяет использовать 
их в чрезвычайных ситуациях, например в спасательных операциях или для экспедиций. 

На сегодняшний день актуально увеличение скорости передачи данных таким спо-
собом связи. Для этого можно использовать широкополосную передачу данных, однако, 
в таком случае необходимо бороться с новыми видами помех в канале, связанных с от-
ражением выбранного сигнала от ионосферы. Получающиеся помехи описывает модель 
Ваттерсона, использующая многолучевой канал связи [1]. С помощью нее можно смоде-
лировать интересующий канал связи и исследовать поведение сигнала во времени. 

В работе решается задача повышения точности демодуляции широкополосного 
сигнала в ионосферном канале связи. В качестве решения были выбраны классические 
алгоритмы машинного обучения и построен классификатор, который по принятым сиг-
нальным созвездиям (с учетом межсимвольной интерференции) восстанавливает пере-
данную битовую последовательность в широком диапазоне параметров Ваттерсона. 

В современных задачах приема сигнала все чаще используют машинное обучение 
[2–10]. Данные методы применяются как для работы с каналом для его анализа и опреде-
ления ранее неизвестных параметров, так для работы с принимаемым сигналом для его 
демодуляции или исследования характерных параметров. В поставленной задаче также 
выдвигалась идея использования машинного обучения [11–14]. Однако решения, которое 
позволило бы использовать широкополосный коротковолновый канал связи в широкой 
эксплуатации, все еще нет. 

Предложенная работа продолжает исследования [15–18], рассматривая демодулятор 
с использованием методов машинного обучения. Ключевое отличие в текущей работе 
заключается в использовании предобучающих выборок данных и алгоритмов, построен-
ных на этих данных. 

1. Модель канала связи. Выбранная модель канала была смоделирована в про-
грамме Matlab, среде Simulink. Она была описана в работах [15, 16]. Отдельно был реали-
зован блок модели Ваттерсона с возможностью изменять параметры канала связи.  
Он представляет из себя многолучевой канал связи с блоками временной задержки и до-
плеровского сдвига. 

Для обучения были выбраны данные для канала с допустимыми параметрами: вре-
мя задержки от 0 до 4 мс с шагом в 1 мс, а сдвиг Доплера от 0 до 10 Гц с шагом в 1 Гц. 
Такие характеристики канала подходят для большинства случаев передачи данных  
[19, 20]. Общая модель канала изображена на картинке 1, на которой выделен блок моде-
ли канала Ваттерсона красным цветом. 

 

Модель коротковолнового канала в Matlab с блоком модели Ваттерсона 

Рассматриваемые в дальнейшем программы призваны заменить блок BPSK демоду-
лятора на картинке 1, который показывает BER ~ 0.5 при различных параметрах канала 
Ваттерсона. При успешной их настройке можно будет утверждать о демодуляции широ-
кополосного сигнала при различных параметрах рассматриваемого канала связи. Выходы 
out.ml и out.in созданы для набора данных для обучения. 

2. Машинное обучение на полном объеме данных. Общий объем информации для 
обучения составит чуть больше 1 Гб. Для облегчения вычислительной нагрузки и иссле-
дования характеристик обучения создадим 4 датасета: с полными данными, с половиной 
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данных (каждый второй принимаемый символ), 1/5 данных и 1/10. Алгоритм будет рабо-
тать с принимаемыми точками сигнальных созвездий на принимающем устройстве.  
В качестве признаков подаются координаты принимаемой точки, параметры канала, а 
также координаты точек, которые были приняты ранее с задержками, указанными в па-
раметрах канала. Также передается номер переданного символа в последовательности. 
Эти данные необходимы, так как на положение текущего символа влияют символы, пе-
реданные ранее. Ответом такой программы будет 1 или 0 – значение, которое передал 
источник, как показано в табл. 1. 

Таблица 1 

Пример принимаемых данных для обучения, где signal – ответ программы 
T2 T3 FO1 FO2 FO3 ml_real ml_imag ml_real_t2 ml_imag_t2 ml_real_t3 ml_imag_t3 n signal 

46000 82000 2000 4000 6000 -1016 1 1897 -285 -1128 -1507 100 1 

46000 82000 2000 4000 6000 -1002 -6 -1099 -1561 -794 2041 101 1 

46000 82000 2000 4000 6000 1011 5 57 -125 800 -2036 102 0 

46000 82000 2000 4000 6000 -988 -5 876 -1978 1869 -345 103 1 

Важность учета полученных ранее символов показана на рис. 1 и 2, где изображены 
геометрические места точек во времени, соответствующие 0 при наложении двух 0, пе-
реданных ранее (рис. 1) и 0 при наложении двух 1, переданных ранее (рис. 2). 

 

Рис. 1. Геометрическое расположение 0 при влиянии на него двух 0, переданных ранее 

 

Рис. 2. Геометрическое расположение 0 при влиянии на него двух 1, переданных ранее 

В качестве проверки работы алгоритмов взят канал с параметрами 1t = 0 мс, 2t = 2 мс, 

3t = 3 мс, 1fo = 2 Гц, 2fo = 4 Гц, 3fo = 6 Гц – тестовый сигнал номер 1. Он попадает в сетку 

обучения, но данные, переданные по этому каналу, отличаются от тех, что были переда-
ны в обучающих выборках. Демодулятор на прием получает не только сигнал, но и пара-
метры канала, при которых данный сигнал был передан [15, 16]. В качестве рассматри-
ваемых алгоритмов машинного обучения были взяты KneighborsClassifier (knn), Decision 
Tree Classifier и Random Forest Classifier, определенные в статьях [7, 8]. Результат их ра-
боты для каждого датасета показан в табл. 2 как показатель ошибки на бит (BER) для 
принимаемого тестового сигнала номер 1. 
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Таблица 2 

BER тестового сигнала для каждого алгоритма в зависимости от количества данных 

 Полные данные ½ данных 1/5 данных 1/10 данных 

KneighborsClassifier 0.05 0.15 0.27 0.37 

Decision Tree Classifier 0.01 0.07 0.11 0.25 

Random Forest Classifier <0.01 0.04 0.09 0.19 

Как видно из табл. 2, алгоритм KneighborsClassifier дает приемлемые результаты 
только при полном количестве данных. Random Forest Classifier может работать и с поло-
виной данных, но наибольшую точность развивает на всех данных, как и Decision Tree 
Classifier. В результате BER рассматриваемого принятого сигнала будет меньше 1%. Это 
не зависит от конкретного сигнала, но распространяется лишь на канал в установленных 
значениях параметров. 

Теперь в качестве тестовой передачи возьмем канал с параметрами 1t = 0 мс, 2t = 2 мс, 

3t = 3 мс, 1fo = 2.5 Гц, 2fo = 4.3 Гц, 3fo = 6 Гц – тестовый сигнал номер 2. То есть данный 

канал очень похож на предыдущий тестовый, но с небольшими отклонениями по допле-
ровскому сдвигу. Заметим, что этот набор параметров не ложится в сетку обучающей 
выборки. И для него BER принимаемого сигнала алгоритмом Random Forest Classifier 
будет равняться ~0.5, вне зависимости от количества обучающих данных. Аналогичный 
результат покажут алгоритмы Decision Tree Classifier и KneighborsClassifier. Чтобы по-
нять причину неудачи алгоритма, рассмотрим геометрическое множество точек 0 на сиг-
нальном созвездии для тестового сигнала номер 1 и 2, отображенное на рис. 3 и 4. 

 

Рис. 3. Сигнальные созвездия тестового сигнала номер 1 для 0 

 

Рис. 4. Сигнальные созвездия тестового сигнала номер 2 для 0 

Как можно видеть из рис. 3 и 4 сигнальные созвездия сильно изменяются даже при 
небольших изменениях параметров доплеровского сдвига. Параметры при тестовом сиг-
нале номер 1 совпадали с сеткой обучения, а значит характер сигнального созвездия был 
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заложен в обучающую выборку. У тестового сигнала номер 2 параметры не попали на 
обучающие данные, из-за чего рисунок данного сигнала не был внесен в обучающие дан-
ные, при этом сильно отличался от уже известных. Это означает, что преобразования 
доплеровского сдвига на десятые доли герца влияют на характер сигнальных созвездий и 
необходимо обучать алгоритмы на меньшем шаге данного параметра для выявления кри-
тических изменений в их поведении. 

Вернемся к изначальному тестовому сигналу номер 1 и поменяем в нем временную 

задержку, а доплеровский сдвиг оставим прежним. Теперь 2t = 2.1 мс, 3t = 3.4 мс, а все 

остальные параметры те же. Данный сигнал не попадает в обучающую сетку, однако 

BER принимаемого сигнала будет таким же как в табл. 2. Построив сигнальные созвездия 

для получившегося сигнала и изначального, получим аналогичные картины, что соответ-

ствует результатам успешной демодуляции нового сигнала. Данную закономерность 

подтверждают многочисленные изменения временных параметров канала, не меняя ре-

зультата. Небольших же изменений (~0.1 Гц) доплеровского сдвига оказывается доста-

точно, чтобы испортить работу алгоритмов демодуляции. Таким образом, получаем зна-

чительные преобразования сигнала при изменении сдвига Доплера на десятые доли гер-

ца, тогда как временные сдвиги такого эффекта не производят. 

3. Обучение на локальных данных. Так как основным критерием изменения ри-

сунка сигнального созвездия является доплеровский сдвиг, установим меньший шаг его 

изменения для обучающей выборки. Временные же параметры оставим прежними. 

В качестве примера опять зафиксируем тестовый сигнал номер 1 и рассмотрим дан-

ные для обучения для параметров 1t = 0 мс, 2t = от 1 до 3 мс с шагом в 0.5 мс, 3t = от 2 до 

4 мс с шагом в 0.5 мс, 1fo = от 1.7 до 2.7 Гц с шагом в 0.2 Гц, 2fo = от 3.7 до 4.3 Гц с ша-

гом в 0.2 Гц, 3fo = от 5.7 до 6.3 Гц с шагом в 0.2 Гц для установки рассматриваемого сиг-

нала как центрального (среднего значения для выбранной передачи данных). 

Алгоритмы на такой обучающей выборке показывают результаты BER для всех 

сигналов, лежащих в рассматриваемой области, ~0.13 для Decision Tree Classifier и 

KneighborsClassifier. Алгоритм Random Forest Classifier показывает BER ~0.08. При этом 

все тестируемые сигналы не принадлежат обучающей сетке параметров. Общий резуль-

тат BER от шага обучающей выборки можно рассмотреть в табл. 3, где показано улучше-

ние демодуляции при уменьшении шага обучающей выборки. 

Таблица 3 

BER тестового сигнала для каждого алгоритма в зависимости от шага обучающих 

данных 

 0.1 Гц 0.2 Гц 0.5 Гц 1 Гц 

KneighborsClassifier 0.06 0.13 0.35 0.5 

Decision Tree Classifier 0.03 0.12 0.29 0.5 

Random Forest Classifier <0.01 0.08 0.26 0.44 

Это означает, что удалось подобрать шаг доплеровского сдвига, за который сигнал 

не меняется настолько, что его нельзя демодулировать обученной моделью. 

4. Обучение с необходимым шагом для всего объема данных. Полный набор 

данных, который был приведен в самом начале занимает 1 Гб. При этом шаг обучения в 

нем был равен 1 Гц. Необходимо выяснить какой объем данных будет занимать такая же 

обучающая выборка с шагом в 0.1 Гц, которая сможет демодулировать любой принимае-

мый сигнал, как описано в главе 3. 

Обучение происходит по правилу 1 2 3fo fo fo  . В таком случае, если у нас есть 

n  значений 1fo , мы получим  1 ( 2) / 6n n n    вариантов комбинаций параметров. 

Влияние параметров времени мы сейчас рассматривать не будем. Уменьшение шага обу-

чения увеличит количество рассматриваемых параметров 1fo  пропорционально отноше-
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нию прежнего шага (1 Гц) к новому (0.1 Гц), т.е. в 10 раз. Это означает, что итоговый 

объем обучающей выборки с принятым шагом будет весить ~1000Гб, что слишком много 

для нашей задачи. Если аналогично взять шаг 0.2 Гц, то получим ~125Гб, что все еще 

слишком много. 

Необходимо пересмотреть обучающие данные, уменьшив их так, чтобы не оказать 

влияния на качество демодуляции. Для начала используем Random Forest Classifier и его 

внутренние функции, чтобы определить значимость каждого параметра для определения 

классификации принимаемых точек. Изучая эти данные, обнаружится, что параметры 

времени – 1 2 3, ,t t t не обязательны для классификации выбранных объектов. При некото-

рых комбинациях параметров удаление этих данных из обучения повышает качество де-

модуляции. При этом сами параметры времени на самом деле никуда не ушли – они за-

ложены в координатах воздействующих точек. Поэтому на общем объеме данных вре-

менные параметры можно удалить из обучающих данных. 

Следующий прием – как рассматривалось раннее, можно использовать не все дан-

ные, а лишь их часть. Тогда страдает качество демодуляции сигнала, увеличивается BER, 

однако, ухудшение приема сигнала при таком исходе можно сгладить. Для этого нужно 

контролировать, какие точки мы выбрасываем, а какие оставляем для обучения. 

Как было показано ранее, важно не только какой бит принимаем в данный момент 

времени, но и какие биты были до этого, в определенный известный нам момент време-

ни. То есть на принимаемый символ влияет символ от задержки  2t и 3t . Это означает, 

что на самом деле на прием поступает не 1 или 0, то есть 2 символа, а 000, 001 и так да-

лее, то есть 8 символов. Это показано на рис. 5, где явно видны 8 траекторий точек сиг-

нальных созвездий, 4 для принимаемой единицы и 4 для нуля. 

Благодаря специальному выбору можно уменьшить получаемое количество данных 

в обучающую выборку без значительного вреда для анализа данных. Как было показано 

ранее, уменьшение обучающих данных в 10 раз случайным образом ухудшает работу 

демодулятора на основе алгоритма Random Forest Classifier до значения BER = 0.19. При 

использовании предложенного алгоритма данный вид демодулятора имеет показатель 

BER = 0.14. При этом количество данных будет уменьшено более чем в 31.5 раз. Вы-

бранные точки данным алгоритмом изображены на рис. 6. Они соответствуют точкам с 

рис. 5, но их в 31.5 раз меньше, а общий вид закономерности не изменяется. 

  

Рис. 5. Сигнальное созвездие из 0 и 1, 

демонстрирующее различие между битами 

в зависимости от предшествующих им бит 

Рис. 6. Сигнальное созвездие из 0 и 1  

с выборочными точками для уменьшения 

объема данных для обучения 

Используя все приведенные методы для уменьшения объема обучающей выборки, 

получается добиться для Random Forest Classifier BER <10% для шага 0.2 Гц и полного 

объема данных. Эта обучающая выборка для тестового набора будет выглядеть как изо-

бражено на рис. 7, что соответствует рисунке 3, в котором находятся все данные без ис-

ключений. 
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Рис. 7. Сигнальное созвездие из 0 и 1 с выборочными точками для уменьшения объема 
данных для обучения в параметрах тестового сигнала номер 1 

Выводы. Рассмотрены программы демодуляции сигнала на основе алгоритмов ма-
шинного обучения, были проанализированы и улучшены базы данных для решения по-
ставленной задачи. Были выявлены два главных подхода, возникающих из-за ограниченно-
сти объема обучающих данных – локальное обучение в некоторой окрестности и обучение 
на полном объеме данных с уменьшенным шагом обучения и изъятием некоторых данных. 

Для обучающей выборки был определен рекомендуемый шаг обучения для пара-
метров доплеровского сдвига и временной задержки, найдена качественная зависимость 
шага обучения и BER.  

Из-за объема конечной обучающей модели рекомендуется использовать локальное 
обучение на рассматриваемых параметрах. При шаге в 0.1 Гц BER алгоритма Random 
Forest Classifier достигает 0.01. 

В случаях, когда необходимо использовать данные из всего набора параметров, ре-
зультат работы алгоритма Random Forest Classifier верно определил значение полученно-
го бита с вероятностью более чем 90%. 

В будущем планируется исследовать точность локальных алгоритмов и перенести 
их на полный набор данных с соблюдением требования по памяти обучающих данных. 

Финансирование (при наличии): ПАО «Радиофизика» (Москва, Россия), МФТИ. 
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КОМПЛЕКСНЫЙ ПОДХОД К РАСПОЗНАВАНИЮ НАРУШИТЕЛЯ  
ПО ВИДЕОИЗОБРАЖЕНИЯМ 

Распознавание нарушителей в условиях неконтролируемой среды является важнейшей функцией 
систем контроля безопасности (СКБ), основанных на биометрии и обеспечивающих защиту на объек-
тах с массовым скоплением людей. Повысить точность подобных систем возможно за счет объеди-
нения нескольких различных биометрических признаков, полученных по видеоизображениям. Однако при 
работе с видеоизображениями возникает ряд проблем, связанных с изменением точки обзора, контра-
стности, освещения, окклюзией, посторонних объектов на заднем плане, с выбором уровня объединения 
биометрических признаков. Для решения данной проблемы предложен комплексный подход к распозна-
ванию нарушителя, основанный на предварительной обработке видеоизображений, а также интегра-
ции двух сверточных нейронных сетей (СНС), теории Демпстера-Шефера, метода случайного леса для 
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