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К.С. Задиран  

НОВЫЙ МЕТОД ПРОГНОЗИРОВАНИЯ ОСТАТОЧНОГО РЕСУРСА 

ОБОРУДОВАНИЯ ДЛЯ ВЫСОКОЧАСТОТНЫХ ДАННЫХ  

С НЕОДНОРОДНОЙ ДЛИТЕЛЬНОСТЬЮ РАБОЧИХ ЦИКЛОВ 

Достижения в машиностроении позволяют создавать более совершенное и эффек-

тивное оборудование, однако при этом повышается его сложность и требования к управ-

лению его жизненным циклом, техническим обслуживанием. К этому прибавляются тре-

бования по надежности и доступности, которые также создают дополнительные испы-

тания при управлении жизненным циклом. Существуют различные стратегии планирова-

ния технического обслуживания. Среди них наиболее перспективной является предиктив-

ная стратегия, основанная на прогнозировании остаточного ресурса оборудования. Суще-

ствующие методы прогнозирования остаточного ресурса оборудования фокусируются на 

mailto:gskunk@yandex.ru
mailto:homyakov46rus@yandex.ru
mailto:sie58@mail.ru
mailto:gskunk@yandex.ru
mailto:homyakov46rus@yandex.ru
mailto:sie58@mail.ru


Известия ЮФУ. Технические науки                  Izvestiya SFedU. Engineering Sciences 

66 

 

применении исторических данных, агрегированных по рабочим циклам, при этом отсутст-

вуют широко распространенные методы для прогнозирования по непрерывным данным, в 

том числе высокочастотным, получаемым с оборудования и содержащим рабочие циклы 

различной длительности и данные, записанные во время простоя оборудования. Для реше-

ния этой проблемы предлагается метод прогнозирования остаточного ресурса с выделе-

нием в исходных данных рабочих циклов и агрегированием их значений в одномерные векто-

ры с целью дальнейшего использования для обучения модели прогнозирования. Результаты 

демонстрируют успешную применимость предложенного метода – в  комбинации с моде-

лью прогнозирования XGBoost удается достичь точности на данных, полученных с газо-

турбинного двигателя,  со значением средней квадратической ошибки 14.02 и средней 

ошибкой 10.71. 

Турбинные двигатели, управление жизненным циклом промышленного оборудования, 

остаточный ресурс оборудования, машинное обучение. 

K.S. Zadiran  

A NEW METHOD FOR PREDICTING THE REMAINING EQUIPMENT LIFE 

FOR HIGH-FREQUENCY DATA WITH NON-UNIFORM DUTY CYCLES 

Advances in mechanical engineering make it possible to create more advanced and efficient 

equipment, but at the same time, its complexity and the requirements for managing its life cycle 

and maintenance increase. Requirements for reliability and availability also create additional 

challenges to life cycle management. There are various maintenance planning strategies. Among 

them, the most promising is the predictive strategy based on forecasting the remaining useful life 

of the equipment. Existing methods for predicting the remaining useful life of equipment focus on 

the use of historical data aggregated by work cycles, while there are no widely used methods for 

forecasting using continuous data, including high-frequency data, received from equipment and 

containing work cycles of various durations and data recorded during downtime. To solve this 

problem, a method for predicting the remaining useful life is proposed with the determination of 

work cycles in the initial data and the aggregation of their values into one-dimensional vectors for 

the purpose of further use for training the forecasting model. The results demonstrate the success-

ful applicability of the proposed method - in combination with the XGBoost forecast model, it is 

possible to achieve accuracy on data obtained from a gas turbine engine with a root mean square 

error of 14.02 and mean average error of 10.71. 

Turbine engines; industrial equipment lifecycle management; remaining useful life; machine 

learning. 

Введение. Управление жизненным циклом промышленного оборудования 

является важной составляющей процесса эксплуатации [1]. От его эффективности 

зависит надежность, доступность, общая стоимость эксплуатации [2, 3]. Управле-

ние жизненным циклом включает работы по техническому обслуживанию и ре-

монту оборудования[3]. Сложность и стоимость ремонтных работ современного 

оборудования, а также условия эксплуатации и требования надежности и высокой 

доступности, в свою очередь, создают дополнительные испытания в планировании 

работ [4–6]. 

Существуют различные стратегии управления жизненным циклом, которые 

подразделяются на реактивные и проактивные [7, 8]. Наиболее перспективной 

среди проактивных стратегией является предиктивная [9], схема которой приведе-

на на рис. 1. Эта стратегия основана на прогнозировании изменения состояния 

оборудования и его остаточного ресурса для оптимального планирования техниче-

ского обслуживания. 
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Один из параметров, на основе прогнозирования которых строится предик-

тивная стратегия управления жизненным циклом, это – остаточный ресурс обору-

дования (Remaining Useful Life – RUL) [11]. Данный параметр обозначает величи-

ну ресурса компонента или системы оборудования от текущего момента до сле-

дующего отказа оборудования [12]. Его значение определяется, как интервал меж-

ду текущим моментом времени t и моментом отказа tEOL, и записывается в виде:  

                                                        (1) 

Значение RUL коррелирует со значением остаточного ресурса, или, состоя-

нием оборудования [12], и снижается одновременно с ним. Данная зависимость 

проиллюстрирована на рис. 2. 

 

Рис. 1. Схема предиктивной стратегии управления жизненным циклом 

оборудования [10] 

 
Рис. 2. Зависимость между моментом отказа и остаточным ресурсом [9] 

Прогнозирование RUL широко исследовано, включает использование, как 

классических методов, так и нейросетевых моделей и методов глубокого обучения и 

других архитектур, а также их различных комбинаций [9, 13]. В работах исследова-

ны классические методы прогнозирования: SVM [14, 15], деревья решений и гради-

ентного бустинга XGBoost [16], k-ближайших соседей [9], байесовских методов [17] 
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и других. Нейросетевые модели и методы глубокого обучения включают примене-

ние таких моделей, как сверточные нейросети CNN [18, 19], LSTM [9, 20, 21], рекур-

рентные сети RNN [22], глубокие сети доверия [23] и других. Разработаны методы 

выявления стадий деградации оборудования при прогнозировании RUL [10, 14, 24]. 

Большинство методов  прогнозирования RUL для объектов промышленного 

оборудования используют в качестве входных данных исторические значения па-

раметров, агрегированных по рабочим циклам [9, 15, 24, 25]. Рабочим циклом счи-

тается период от запуска оборудования до его отключения. В данном агрегирован-

ном представлении данные об одном рабочем цикле представлены в виде вектора 

значений длиной n, где n – количество измеряемых параметров оборудования, где 

каждому параметру соответствует одно значение [25].  

В случае, когда для построения прогноза используются данные, которые не 

были агрегированы, точность методов прогнозирования в отдельных применениях 

снижается, и они не могут быть использованы для построения прогноза [26].  

Не агрегированные данные о рабочем цикле представляют собой многомерный 

временной ряд с количеством измерений n, длина которого изменяется в зависи-

мости от длительности конкретного цикла.    

Для решения проблемы неоднородности длительностей рабочих циклов и 

точности прогнозирования предлагается новый метод, включающий выделение 

рабочих циклов в исторических данных, их преобразование в набор агрегирован-

ных значений, где каждому из циклов соответствует одномерный вектор значений. 

Исследование проведено на примере данных газотурбинных двигателей.  

Описание метода. Для прогнозирования остаточного ресурса оборудования 

(RUL) предлагается новый метод, который использует агрегирование данных ра-

бочих циклов и применение существующей модели прогнозирования. 

Данное решение позволяет использовать данные, не прошедшие предвари-

тельную обработку и содержащие информацию о рабочих циклах переменной 

длительности. Помимо этого, применение описываемого метода позволит увели-

чить горизонт прогнозирования и объем доступных данных, которые могут быть 

использованы для обучения модели в сравнении с использованием только сущест-

вующих методов. Также, метод позволяет применить существующие модели про-

гнозирования с высокой точностью на данных, на которых ранее не удавалось по-

строить точный прогноз RUL [26].  

Входные данные – временные ряды, непрерывные исторические записи с n 

датчиков промышленного оборудования за период с высокой частотой (1 запись в 

секунду и более).  

Выходные данные – построенный прогноз RUL. 

Предлагаемый метод состоит из шести шагов. Схема метода приведена на 

рис. 3. 

Первый шаг метода – предварительное агрегирование высокочастотных дан-

ных до 1 измерения в минуту. Применяемая функция агрегирования – среднее зна-

чение. Основная цель – повышение производительности следующих шагов. Также 

этот шаг способствует отсеиванию аномалий из данных. 

На втором шаге производится выделение рабочих циклов из непрерывного 

потока данных. Для этого применяется алгоритм, схема которого приведена на 

рис. 4.   Выполняется разметка стадий рабочего цикла. Сначала для каждого пара-

метра входных данных   
 
, где j – номер параметра, i – номер записи во временном 

ряду,  высчитывается его разность с предыдущим  
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Рис. 3. Схема предлагаемого метода Рис. 4. Схема алгоритма выделения  

рабочих циклов 

Промежуток, в котором значения постоянно увеличиваются, помечается как 

начало рабочего цикла – прогрев. Промежуток, в котором значения параметров 

оборудования постоянно снижаются, считается окончанием рабочего цикла – ос-

тыванием. Идущие подряд промежутки прогревов и остываний объединяются в 

один для обработки возможных прерываний в прогреве/остывании. Короткие от-

дельно стоящие промежутки отбрасываются, как аномалии. Пороговое значение 

применяется для обработки флуктуации параметров из-за влияния внешней среды 

и устанавливается для каждого набора данных индивидуально. Пример визуализа-

ции размеченных стадий на данных приведен на рис. 5. Промежуток между нача-

лом и окончанием – работа оборудования под нагрузкой – основная часть рабочего 

цикла. Все остальные данные – простой оборудования. 

Далее выделяются данные рабочих циклов, которые будут использоваться в 

дальнейших шагах. Для этого из размеченных стадий выделяются и сохраняются 

данные периодов работы под нагрузкой. Все остальные данные отбрасываются. 

На третьем шаге производится агрегирование данных для каждого цикла. Для 

каждого параметра в цикле вычисляется три значения: среднее, усредненное мак-

симальное и усредненное минимальное.  

Усредненное максимальное значение вычисляется как среднее верхнего де-

циля значений. Усредненное минимальное значение вычисляется таким же обра-

зом для нижнего дециля значений параметра рабочего цикла.  

В результате для каждого цикла строится описывающий его вектор значений 

длиной 3n по количеству измеряемых параметров входных данных n и усреднен-

ных минимальных и максимальных значений для каждого из них. Это устраняет 

неоднородность в размерности данных рабочих циклов и позволяет в дальнейшем 

применять существующие модели прогнозирования. 
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Рис. 5. Пример стадий рабочих циклов 

На четвертом шаге осуществляется подготовка данных для использования в 

обучении модели прогнозирования. Соответствие данных показывается формулой 2: 

                                                             (2) 

где Xi – входное значение, Yi – выходное значение, F – функция модели прогнози-

рования. 

Выходные данные Xi  для точки i формируются как значения RUL для i-того 

цикла. 

Входные данные Xi  для точки i группируются с использованием метода 

скользящего окна. В этой функции берется w входных значений   
 
             

             которые группируются в матрицу и затем разворачиваются в одномер-

ный массив путем соединения всех строк матрицы, как проиллюстрировано в 

формуле 3:  

    
    

    
 

   
    

    
 
        

       
         

       
                     (3) 

При этом, для моделей прогнозирования, поддерживающих двумерные вход-

ные данные, таких, как сверточная нейронная сеть, разворачивание в одномерный 

массив может быть пропущено. 

На пятом шаге производится обучение модели прогнозирования. Для устра-

нения возможных неточностей  применяется метод кросс-валидации. 

На шестом шаге производится построение прогноза остаточного ресурса 

оборудования с использованием существующих моделей. 

Результаты. Для проверки метода использовались данные с газотурбинного 

двигателя за два года использования. Пример данных приведен на рис. 6.  

 

Рис. 6. Пример рабочего цикла в исходных данных 
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Из данных были выделено 116 рабочих циклов. После преобразования дан-

ных о циклах в обучающую выборку было получено 110 записей с w = 7. Пример 

преобразованных данных приведен на рис. 7. 

 

Рис. 7. Пример агрегированных данных 

Для проверки метода были выбраны следующие модели: линейная регрессия, 

Catboost, XGBoost. Модели, основанные на нейронных сетях, не применялись из-за 

недостаточного объема данных. 

Результаты проверки моделей приведены в табл. 1. Сравнение производилось 

с использованием метрик RMSE и MAE [27].  

Таблица 1 

Результаты прогнозирования RUL для моделей 

Модель прогнозирования RMSE MAE 

Линейная регрессия 38.11 21.01 

Catboost 16.81 11.14 

XGBoost 14.02 10.71 

Графики с прогнозными значениями приведены на рис. 8 для линейной рег-

рессии и на рис. 9 для XGBoost.  

 
 

Рис. 8. Результат построения прогноза 

с применением линейной регрессии 

Рис. 9. Результат построения прогноза 

с применением XGBoost 
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На этих графиках синим цветом отмечены реальные значения, оранжевым – 

полученные в результате прогнозирования. Скачок полученных с использованием 

линейной регрессии прогнозных значений в конце интервала можно объяснить 

изменением во входных данных, не распознанном моделью прогнозирования. 

Заключение. В данной работе предложен и рассмотрен новый метод прогно-

зирования остаточного ресурса оборудования. Данный метод предложен для си-

туаций c не агрегированными историческими данными, содержащими рабочие 

циклы переменной длительности, для обучения модели, в которых нет возможно-

сти построить точный прогноз RUL существующими способами. Для решения 

этой проблемы предложен метод выделения рабочих циклов из данных и их агре-

гирования с последующим прогнозированием. Предложенный метод в отдельных 

сценариях повышает точность прогнозирования остаточного ресурса оборудова-

ния и позволяет построить прогноз для данных, на которых ранее не удавалось 

получить точные значения RUL с использованием существующих методов.  
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