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РАЗРАБОТКА И ИССЛЕДОВАНИЕ МОДЕЛИ КЛАССИФИКАЦИИ 

ВИДЕОИНФОРМАЦИИ
*
 

Статья посвящена решению научной задачи классификации видеоконтента в услови-

ях увеличения объемов информации. Компьютерное зрение является весьма актуальной 

областью применения технологий искусственного интеллекта для расширения возможно-

стей различных поисковых и архивных систем. Авторами даны определения основным 

терминам исследуемой предметной области. Представлена формализованная постановка 

решаемой задачи. Приведена развернутая классификация возможных вариантов решения 

поставленной задачи. С быстрым развитием информационных технологий цифровой кон-

тент демонстрирует тенденцию к взрывному росту. Классификация спортивных видео 

имеет большое значение для архивирования цифрового контента на сервере. Многие алго-

ритмы интеллектуального анализа данных и машинного обучения достигли больших успе-

хов во многих областях для применения (таких как классификация, регрессия и кластериза-

ция). Однако большинство этих алгоритмов имеют общий недостаток, когда обучающая 

и тестовая выборки находятся в одном и том же пространстве признаков и подчиняются 

одному и тому же распределению. В этой статье рассматривается значимость решения 

задачи классификации видео и автоматического аннотирования содержания видеоинфор-

мации, а также разработана модель на основе глубокого обучения и больших данных.  

В рамках данного исследования авторами была разработана модель, которая повышает 

качество классификации видео, что позволяет улучшить результаты поиска. Результа-

ты вычислительного эксперимента показывают, что предложенная модель может эф-

фективно использоваться для распределения по классам видео событий в рамках спор-

тивной предметной области на основе применения сверточной нейронной сети. При 

этом, обеспечивается высокая точность классификации видео спортивных тренировок. 

По сравнению с другими моделями предлагаемая имеет преимущества простой реализа-

ции, быстрой скорости обработки, высокой точности классификации а также высокой 

способности к обобщению. 

Глубокое обучение; информационный поток; модель классификации; видеоконтент; 

компьютерное зрение. 
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DEVELOPMENT AND RESEARCH OF THE MODEL FOR VIDEO 

INFORMATION CLASSIFICATION 

The article is devoted to solving the scientific problem of classifying video content in the face 

of an increase in the information volume. Computer vision is a very relevant field of artificial intelli-

gence technologies application to expand the capabilities of various search and archive systems. The 

authors give definitions to the main terms of the studied subject area. A formalized statement of the 

problem to be solved is presented. A detailed classification of possible options for solving the prob-

lem is given. With the rapid development of information technology, digital content is showing an 

explosive growth trend. The classification of sports videos is of great importance for archiving digital 

content on the server. Many data mining and machine learning algorithms have made great strides in 

many application areas (such as classification, regression, and clustering). However, most of these 

algorithms have a common drawback when the training and test samples are in the same feature 

space and follow the same distribution. This article discusses the importance of solving the problem 

of the video information content classification and automatic annotation, and also develops a model 

based on deep learning and big data. As part of this study, the authors developed a model that im-

proves the quality of video classification, which improves search results. The results of the computa-

tional experiment show that the proposed model can be effectively used to classify video events 

within the sports subject area based on the use of a convolutional neural network. At the same 

time, high accuracy of sports training video classification is provided. Compared with other mod-

els, the proposed model has the advantages of simple implementation, fast processing speed, high 

classification accuracy, and high generalization ability. 

Deep learning; information flow; classification model; video content; computer vision. 

Введение. В условиях быстрого развития компьютеров, сетей, мультимедиа и 

других информационных технологий мультимедийные данные демонстрируют 

тенденцию к экспоненциальному росту. Видео содержит информацию со сложной 

структурой и большим объемом данных. Для людей с ослабленным зрением авто-

матическое описание видео в сочетании с технологией преобразования текста в 

речь переводит текст в непрерывный естественный язык для общения. Это помо-

гает лучше понять содержание видеоинформации, тем самым облегчая жизнь сла-

бовидящим. В области исследования автоматического аннотирования видео, ин-

теллектуальный анализ и понимание видеоинформации, основанные на моделиро-

вании действий человека, в последние годы стали популярной исследовательской 

проблемой в области компьютерного зрения и распознавания образов [1]. Компь-

ютерное зрение имеет широкую перспективу применения в области интеллекту-

альной помощи жизни человека, расширенного взаимодействия его с компьюте-

ром, а также поиска видео на основе анализа контента. 

Растущие и увеличивающиеся объемы и вычислительная сложность данных 

делают недостаточными возможности определенных алгоритмов и мощности од-

ного компьютера. Использование распределенных вычислительных платформ, 

чтобы справиться с огромным потреблением временной и пространственной 

сложности алгоритмов в средах больших данных, а также для решения проблемы 

концептуального дрейфа в потоках данных, стало обязательной необходимостью. 

С точки зрения теоретического исследования, изучение автоматического ан-

нотирования видеоинформации является междисциплинарной темой, которая объ-

единяет несколько дисциплин, таких как анализ больших данных, машинное обу-

чение, распознавание образов, компьютерное зрение и когнитивные технологии, 

что обеспечивает необходимую методологическую базу для этих научных облас-

тей, и ее углубленное изучение будет способствовать развитию смежных областей. 

С развитием нейронных сетей и появлением крупномасштабных наборов данных в 

области классификации изображений и распознавания образов в ряде подходов 
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были предприняты попытки использования сверточных нейронных сетей для изу-

чения семантики представления изображений, а затем рекуррентных нейронных 

сетей для достижения соответствия получаемых решений естественному языку. 

Традиционное контролируемое обучение в основном представляет собой 

обучение с одной меткой, в то время, как реальные целевые образцы часто бывают 

сложными, имеют несколько семантик и содержат несколько меток. В последние 

годы автоматическое понимание видеоинформации постепенно становится попу-

лярным направлением исследований в области компьютерного зрения. По сравне-

нию с задачей распознавания изображений содержание видео включает больше 

информации, и одна метка не может полностью охарактеризовать видеоконтент, 

поэтому большинство задач для автоматического понимания видеоконтента требу-

ет введения ряда специальных меток. Эффективный анализ корреляций между 

метками является ключом к успеху обучения с несколькими такими маркерами. По 

силе корреляций интеллектуального анализа данных алгоритмы с несколькими 

метками можно разделить на стратегии следующих трех типов: 

1. Стратегия первого типа: игнорирование корреляции между метками, на-

пример, разложение нескольких меток на несколько независимых задач бинарной 

классификации; 

2. Стратегия второго типа: рассмотрение парных корреляций между метками, 

такие как ранжирование релевантных и нерелевантных меток; 

3. Стратегия третьего типа: рассмотрение корреляции между несколькими 

метками, например, учитывая влияние всех других меток на каждую метку. 

Еще один подход основан на алгоритмически применимых методах. Методы, 

применимые к алгоритму – это методы, расширяющие возможности конкретного 

алгоритма для обработки данных с несколькими метками. 

1. Постановка задачи классификации видеоинформации. Огромный объ-

ем ресурсов данных, таких как поведенческие характеристики пользователей, не-

обходимо дополнительно анализировать и добывать для создания коммерческих 

моделей классификации видео, чтобы предоставлять их производителям и продав-

цам для улучшения качества продукта [2]. Технологии больших данных и глубоко-

го обучения не только помогут увеличить добавленную стоимость продукта, но и 

максимизируют ценность клиентского опыта. 

Информационный поток – это набор последовательностей данных. В общем, 

информационный поток данных можно рассматривать как динамическую коллек-

цию данных, которая неограниченно увеличивается с течением времени. Он ис-

пользуется в области сетевого мониторинга, сенсорной сети, аэрокосмической от-

расли, метеорологических измерений и контроля, финансовых услуг и т.п. Изуче-

ние информационных потоковых данных представляет собой исследование нового 

типа модели обработки данных и, следовательно, требует иного подхода к интел-

лектуальному анализу запросов данных, по сравнению с традиционными метода-

ми. Данный подход должен быть адаптирован для реализации сценариев обработ-

ки потоковых данных на основе запросов и распределенных вычислений. Это тре-

бует построения комплекса алгоритмов для максимально быстрой обработки за-

проса и извлечения ценных данных, в рамках решения практических задач потоко-

вой обработки и передачи данных в информационной среде. Исследования по ана-

лизу и обработке больших объемов данных в основном проводятся в двух направ-

лениях: запрос информационных потоковых данных и интеллектуальный анализ 

информационных потоковых данных [3–4]. 

Для решения задачи классификации видеоинформации предварительно необ-

ходимо обработать входные данные, представленные в виде видеороликов (в дан-

ном исследовании рассмотрим предметную область с обработкой видеоконтента 



Раздел III. Моделирование процессов и систем 

 191 

спортивных мероприятий). Съемка видео на спортивном тренировочном объекте 

обычно делится на дистанционное видео, видео среднего расстояния и видео близ-

кого расстояния. Для более точной классификации видео спортивных тренировок 

входные видеоролики разбиваются на сегменты равной продолжительности, что 

приводит к получению субвидеосегментов: 

                 , 

                        , 

где   представляет сегмент видео, соответствующий конкретному спортивному 

событию. В формуле    представляет видеоизображение кадра ,            , а 

  задает количество кадров, преобразованных в изображение видеокадра входного 

видеосегмента. 

В приведенном выше уравнении                        
            представляет сегмент j-го суб-видео после сегментации видео, 

    представляет изображение q-го кадра в -м сегменте суб-видео и   пред-

ставляет количество сегментов суб-видео. Временной интервал сегментированно-

го видеополя оказывает определенное влияние на результаты классификации. 

Опишем процедуру извлечения поля вектора движения. Пусть размер видео 

спортивной тренировки будет      ,  где      обозначают разрешение, а   

обозначает длину видеоряда. Видео разделено на блоки      а     – размер 

блока, где    
  . Примем за основу прямоугольную систему координат для 

отображения вектора движения. Схема отображения векторного поля движения 

прямоугольной системы координат показана на рис. 1. 

 

Рис. 1. Схема отображения поля вектора движения 

На рис. 1         – это блок с позицией      , а  ∈        – это направление 

вектора движения  .    – составляющая вектора движения -го блока в горизон-

тальном направлении    , а    – составляющая вектора движения  -го блока в 

вертикальном направлении    ,    – интенсивность движения блока, тогда: 

 
 
 

 
      

    
 

       
  

 

       
  

  

 . 

Система координат непрерывных видеокадров располагается в хронологиче-

ском порядке   и разбивается на равные угловые сектора по положительному на-

правлению  ,   квантуется на   интервалы, а затем строятся гистограммы   и  , 

так можно получить: 
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В данной системе   
  представляет количество векторов движения в квадран-

те   в кадре   и   
  представляет количество   квантованных   в кадре   [5]. 

Математическое ожидание и дисперсия вектора движения в направлениях   и 

  используются для оценки движения в блоке, а именно: 

 
 
 
 
 
 

 
 
 
 
    

 

 
      

 

 

   

 

 

   

   
 

 
      

 

 

   

 

 

   

  
  

 

 
       

     
 

 

   

 

 

   

  
  

 

 
       

     
 

 

   

 

 

   

   

В данной системе     
  и     

  представляют компоненты вектора движения   

макроблока в направлениях   и   в кадре, а         
      

  представляют матема-

тическое ожидание и дисперсию вектора движения макроблока в направлениях   и 

  соответственно. 

2. Разработка модели классификации видеоинформации на основе свер-

точной нейронной сети. Сверточная нейронная сеть обычно состоит из несколь-

ких слоев свертки, слоев понижающей выборки и слоев нормализации. Наконец, 

двумерная карта объектов соединяется с вектором и вводится в окончательный 

классификатор через полностью связанный слой, чтобы получить значение веро-

ятности. 

В сверточном слое функции верхнего слоя свертываются с помощью обучае-

мого ядра свертки, а затем выходные функции могут быть получены с помощью 

функции активации. Каждый выход может быть объединен для свертки значений 

нескольких входов [6]: 

  
       

   
 ∈  

    
      

  . 

В приведенном выше уравнении    представляет собой набор входных 

функций, связанных ядром свертки    и определяет связь между ядром свертки и 

входным слоем. Карта выходных объектов получается путем свертки ядра входной 

карты объектов. Предполагая, что каждое ядро свертки извлекает шаблон, любая 

выходная карта признаков соответствует признаку, а каждое ядро свертки эквива-

лентно карте признаков. Это связано с тем, что слой свертки использует техноло-

гию распределения веса, то есть каждый нейрон использует один и тот же вход 

проверки свертки для выполнения свертки, и каждый нейрон связан только с неко-

торыми входными нейронами, что уменьшает количество параметров слоя сверт-

ки. Функция   – это функция активации нейронов, которая обычно является нели-

нейной функцией. 

Входом слоя свертки является несколько двумерных плоскостей, и каждое 

ядро свертки связано со всеми входными каналами. Свертка выполняется в трех-

мерном пространстве для получения выходных данных отклика положения. Нако-



Раздел III. Моделирование процессов и систем 

 193 

нец, алгоритм проверяет свертку всего входного пространства, чтобы получить 

карту объектов. Обычно в каждом слое свертки устанавливается несколько ядер 

свертки, и каждое ядро свертки извлекает разные признаки, так, что каждая карта 

признаков представляет плоскость признаков, извлекаемую соответствующим 

ядром свертки. 

Целью слоя понижающей выборки является повышение устойчивости сети к 

небольшой деформации входных выборок, чтобы улучшить производительность 

сети при обобщении. Где       используется для представления выходных данных 

нейрона в нижнем слое дискретизации [7]. Уровень понижающей дискретизации 

может быть представлен следующим выражением: 

                      , 

где     – нормализованное взвешенное окно, которое может выполнять выборку 

каждой входной карты объектов без пересечения разных карт объектов. Количест-

во выходных карт объектов в слое понижающей выборки такое же, как и количе-

ство входных карт объектов, что снижает разрешение каждой карты объектов. 

Слой нормализации очень важен для повышения производительности ней-

ронной сети. В модели сверточной нейронной сети уровень нормализации включа-

ет в себя нормализацию вектора признаков одной и той же карты признаков и кар-

ты признаков, расположенной в разных картах признаков, что усиливает карту 

признаков с более высоким значением отклика и управляет различными ядрами 

свертки для изучения разных шаблонов. Операция вычитания и нормализации в 

заданном местоположении на самом деле представляет собой значение местопо-

ложения за вычетом взвешенного значения каждого пикселя в окрестности. Вес 

может быть определен взвешенным по Гауссу окном. Нормализация деления явля-

ется общим алгоритмом нормализации, который может усилить разницу значений 

отклика и улучшить эффект высокой характеристики значения отклика. 

Нормализация локального отклика является распространенным алгоритмом 

нормализации в сверточных сетях. Значение отклика может быть задано следую-

щим выражением: 

    
  

    
 

          
  

             
 
 
  

            
 
 
  

  
, 

где     
  представляет собой значение i-й карты входных объектов в координате 

     .   представляет количество входных карт объектов, а   является нормализа-

цией на соседних картах   [8]. 

Слой нормализации локального отклика содержит три регулируемых парамет-

ра, а именно количество карт признаков   и параметров   и  . Все слои нормализа-

ции используют одну и ту же настройку параметров                   . 

Полносвязный слой обычно находится в верхней части нейронной сети, ко-

торая образует традиционную многослойную перцептивную сеть вместе со слоем 

принятия решений для классификации признаков, извлеченных из слоя свертки. 

Переоснащение сверточной нейронной сети в основном вызвано большим количе-

ством параметров в полносвязном слое. Технология Dropout обычно добавляется к 

полносвязному слою, и некоторые нейроны выбираются случайным образом для 

участия в обучении, чтобы предотвратить переоснащение сети. 

Многослойная сверточная нейронная сеть состоит из вышеуказанных пяти 

слоев нейронов, которые выполняют разные функции и должны быть объединены 

по определенным правилам для достижения лучших результатов. Среди пяти сло-

ев нейронов только слой свертки и полностью связанный слой содержат обучае-
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мые параметры. Слой свертки так же может сохранять входную информацию о 

пространственном положении, которая требуется для слоя выборки. Слой свертки 

обычно используется попеременно со слоем понижающей дискретизации, так что 

разные слои свертки могут извлекать различные характеристики. Полностью свя-

занный слой уничтожит информацию о положении характерных плоскостей и раз-

ницу между каждой характерной плоскостью. Полносвязный слой обычно исполь-

зуется как часть конечного многоуровневого перцептивного классификатора, ко-

торый объединяет слой свертки и слой понижающей дискретизации для извлече-

ния признаков и отправки их на уровень принятия решений для классификации. 

На основе выходных данных сверточной нейронной сети события тестовой и 

эталонной видеоинформации сравниваются методом сопоставления событий. Учи-

тывая символы наблюдения класса видео, модель сверточной нейронной сети с 

прохождением нескольких состояний обучается с использованием признаков, из-

влеченных из загруженных видеокадров для получения последовательности собы-

тий (вероятность события и соответствующий переход состояния) в соответст-

вующем эталонном видео. Эталонная последовательность событий используется 

для создания словаря исследуемого тематического события. Для события с опре-

деленным переходом состояния       в эталонном событии распределение вероят-

ности события аппроксимируется функцией плотности Гаусса           , где 

          представляют собой среднее значение и дисперсию функции плотности 

соответственно, что определяется следующими выражениями: 

    
 

  
   

 
     

  
   , 

     
 

  
    

           
   

   . 

Каждому переходу состояния присваивается среднее значение и дисперсия 

для представления вероятности   
       события, происходящего в категории. Для 

видеоклипов спортивных тренировок, которые не появляются на этапе обучения, 

получение событий происходит на основе применения эталонной модели нейрон-

ной сети свертки. Тогда   
       обозначает вероятность события перехода со-

стояния       во время  , когда тестовая последовательность в символе наблюде-

ния обеспечивает эталонную модель. Обозначим через    число символов наблю-

дения в тестовой последовательности. Сходство между тестовым видеоклипом и 

эталонной моделью выражается следующим уравнением [9]: 

  
 

  
 

 

      
     

   
           

 

    
  

  
   . 

Сравнивается значение сходства   между видеороликами и всеми видами 

изучаемых спортивных событий, после чего они классифицируются в категорию с 

наибольшим значением порога сходства. 

3. Разработка высокоуровневого алгоритма классификации видеоин-

формации. При наличии базовой структуры основной проблемой, которую необ-

ходимо решить в ходе исследования, является отсутствие экспериментальных дан-

ных. В рамках представленного исследования будем использовать общедоступный 

набор данных спортивных видео Sport-1M, который в настоящее время является 

крупнейшим набором данных классификации видеоинформации, состоящим из  

1,1 миллиона спортивных видео. Каждое видео относится к одной из 487 спортив-

ных категорий, и в этом наборе данных не проиндексированы разложенные дейст-

вия определенной категории видеоинформации [10]. В настоящее время не хватает 

тестовых наборов данных, которые позволят получать описания бесплатных ви-

деофрагментов. 
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Для расчета дискриминационной мощности видеокадров предложен ряд ме-

тодов решения этой проблемы. Одной из часто используемых стратегий является 

использование механизма внимания. Механизм внимания встраивается в сущест-

вующую сеть описания видео для вычисления весов между различными видеокад-

рами и повышения точности автоматического аннотирования видеоинформации. 

Как показано на рис. 2, во-первых, создается набор данных о декомпозиции, для 

видеоданных извлечение признаков выполняется сверточной нейронной сетью, а 

для размеченного текста строится словарь для извлечения соответствующих при-

знаков словаря [11]. Рис. 2 показывает структуру, в которой тренировочный набор 

вводится в модель обучения для преобразования видеоинформации в текст. Полу-

ченный текст достаточно точно отражает смысл соответствующего видеоконтента. 

Входные данные для решаемой задачи включают в себя видеопоследователь-

ности и текстовые последовательности. Параметры видео сначала извлекаются 

сверточной нейронной сетью, а затем реализуется обработка текста на естествен-

ном языке. 

 

Рис. 2. Структура алгоритма классификации видеоинформации 

Сверточные нейронные сети обладают некоторой степенью инвариантности к 

геометрическим преобразованиям, деформациям и освещению [12]. Обученные 

сверточные нейронные сети могут сканировать все изображение с небольшими 

вычислительными затратами и, следовательно, широко используются для извлече-

ния признаков изображения. А при использовании выделения признаков особая 

морфология признаков не учитывается. 

В данном исследовании применяется векторное представление для преобра-

зования дескрипторов видеороликов. Слова в аннотированном тексте спортивных 

видеороликов сначала подсчитываются, чтобы составить словарь. Вычислитель-

ный процесс включает в себя ввод – это предложение и вывод – функция [13]. Рас-

чет выполняется путем подсчета общего количества всех слов, описанных в набо-

ре данных, а затем представления каждого слова в виде вектора. Схема данного 

процесса обработки видеопотока показана на рис. 3. 

Для проверки достоверности и эффективности представленных модели и ал-

горитма классификации видеоинформации в качестве тестовых выборок были взя-

ты восемь наборов данных, которые часто используются при классификации ви-

деоинформации в исследуемой предметной области. Наборы данных включают 

восемь типов спортивных обучающих видеороликов, таких как баскетбол, волей-

бол и футбол. В качестве моделей сравнения выбраны модель опорных векторов 

(SVM) и модель HMM. 
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Рис. 3. Схема процесса обработки видеопотока 

4. Результаты вычислительного эксперимента. Для определения точности 

классификации были выбраны следующие метрики: скорость отзыва (recall ratio) и 

скорость точности (precision ratio), эти метрики выбраны в качестве важных пока-

зателей для оценки эффективности классификации на основе применения предло-

женной модели. Здесь     используется для представления количества правильных 

результатов распознавания,    используется для представления количества непра-

вильных результатов распознавания и    используется для представления количе-

ства неудачных результатов распознавания [14–21]. Для оценки выбирается сред-

нее значение пяти экспериментов и устанавливается соотношение 2:1 для случай-

ного разделения обучающей выборки и тестовой выборки. Уравнение индекса 

оценки выглядит следующим образом: 

              
  

       
, 

                 
  

       
. 

Статистика результатов сравнения точности различных наборов данных и 

различных видов классификации видеоинформации представлена на рис. 4 

 

Рис. 4. Сравнение точности классификации видеоинформации 
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Как видно из результатов вычислительного эксперимента на рис. 4, при раз-
ных наборах данных и разных видах мероприятий точность отзыва классификации 
видеоинформации, классифицированной по предлагаемой модели, выше 99%, а у 
двух других моделей данный показатель значительно ниже, что подтверждает тот 
факт, что разработанная модель имеет более высокую точность классификации 
видеоинформации. 

Статистика результатов сравнения частоты повторного просмотра различных 
наборов данных и различных видов классификации видеоинформации представле-
на на рис. 5. 

 

Рис. 5. Сравнение показателей классификации видеоинформации 

Как видно из результатов вычислительного эксперимента на рис. 5, при раз-
ных наборах данных и разных видах спортивной подготовки показатель повторно-
го просмотра тренировочных видеороликов, классифицированных по предложен-
ной модели, выше 98,5%, а показатель повторного просмотра тренировочных ви-
деороликов, классифицированных по другим моделям значительно ниже, что под-
тверждает эффективность предложенной модели. 

Видеоданные состоят из более чем одного разложенного действия, поэтому 
каждый элемент видеопотока индексируется как минимум одной категорией, а 
категории кодируются положительными целыми числами (начиная с 1), всего 31 
категория. Каждая категория может потребовать более одного слова для своего 
описания. Половина категорий встречается очень редко (меньше 10 раз), при этом 
относительно небольшое количество категорий встречается особенно часто. Рис. 6 
показывает анализ частоты 16 категорий, которые встречаются более 10 раз, при-
чем только несколько категорий имеют особенно большое количество появлений. 

 

Рис. 6. Зависимость частоты появления категорий с объемом данных более 10 
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Приведенные выше результаты вычислительного эксперимента показывают, 

что предложенная модель достаточно точно классифицирует видеоинформацию, 

что подтверждает ее эффективность. Данная модель использует метод глубокого 

обучения для решения задачи классификации. Временная сложность предложен-

ного алгоритма классификации в представленном примере составила      , где  

n – количество анализируемых алгоритмом входных данных. 

Заключение. В данной статье представлена разработка модели, которая по-

вышает качество классификации видео, что позволяет улучшить результаты поис-

ка. Результаты вычислительного эксперимента показали, что предложенная мо-

дель может эффективно использоваться для распределения по классам видео со-

бытий в рамках спортивной предметной области на основе применения сверточ-

ной нейронной сети. 

Основными результатами проведенного исследования являются следующие: 

1. Авторами даны определения основным терминам исследуемой предметной 

области. Представлена формализованная постановка решаемой задачи. Приведена 

развернутая классификация возможных вариантов решения поставленной задачи; 

2. Приведена развернутая классификация возможных вариантов решения по-

ставленной задачи; 

3. Построена модель классификации спортивной видеоинформации, осно-

ванная на методе глубокого обучения. Сверточная нейронная сеть с глубоким обу-

чением используется для целей классификации в предлагаемом исследовании. По-

сле классификации выполняется операция сопоставления событий, и осуществля-

ется классификация видеоинформации по сходству; 

4. Разработан высокоуровневый алгоритм классификации видеоинформации, 

реализующий основные преимущества построенной модели. 

Для оценки эффективности предложенных решений разработано программ-

ное приложение и проведен вычислительный эксперимент. Полученные результа-

ты проведенных экспериментальных исследований подтверждают эффективность 

предложенной модели и алгоритма классификации спортивной видеоинформации. 

Временная сложность представленного алгоритма является полиномиальной. При 

выполнении исследования решены все поставленные задачи, цель данной работы 

достигнута. 
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С.И. Клевцов  

ПОРОГОВАЯ ОЦЕНКА СОСТОЯНИЯ ТЕХНИЧЕСКОГО ОБЪЕКТА  

НА ОСНОВЕ СЕГМЕНТАЦИИ И ИДЕНТИФИКАЦИИ МОДЕЛИ 

КОНТРОЛИРУЕМОГО ПАРАМЕТРА 

Для фиксации скачков среднего значения предложен способ детектирования, осно-

ванный на сегментации исследуемого сигнала на основе формирования кумулятивных сумм 

с использованием критерия Пейджа-Хинкли.  Использование критерия правдоподобия Пей-

джа–Хинкли позволяет в реальном масштабе времени обнаружить скачкообразные изме-

нения среднего значения контролируемого параметра объекта в условиях шума. При ис-

пользовании метода предполагается, что сигнал описывается временным рядом значений 

исследуемого сигнала. Из этого ряда можно выделить отдельные последовательные уча-

стки, которые можно рассматривать как некоторые модели сигнала, ограниченные по 

времени. В основе метода лежит использование статистики критерия, на основе которой 

сравниваются две или три модели, оцененные по различным участкам сигнала, что позво-

ляет обнаруживать скачкообразные изменения в параметрах модели. В методе предпола-

гается, что рассматривается кусочно-постоянный сигнал с аддитивной помехой. В произ-

вольные моменты времени происходят скачки среднего значения данного сигнала. Скачки 

среднего значения сигнала могут быть разными по знаку (фиксируются по разные стороны 

от оси времени) и значительно превышают исходное значение по модулю. Среднее значение 

сигнала – постоянная величина, близкая к нулю. Но возможна ситуация, когда повторный 

скачок будет сделан с уровня, отличного от близкого к нулю среднего значения, причем как 

в направлении возрастания, так и убывания среднего значения сигнала и изменения поляр-

ности сигнала (знака значений сигнала). Выбран критерий, который позволяет минимизи-

ровать время запаздывания в обнаружении скачка среднего значения снимаемого сигнала с 

минимумом ложных тревог. При этом используется сегментации исследуемого сигнала на 

основе формирования кумулятивных сумм с использованием критерия Пейджа-Хинкли.  

Использование критерия правдоподобия Пейджа–Хинкли позволяет в реальном масштабе 

времени обнаружить скачкообразные изменения среднего значения контролируемого пара-

метра объекта в условиях шума. 

Модель; критерий правдоподобия; скачок сигнала; детектирование; ускорение; объект. 
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