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Ю.А. Кравченко, А.М. Мансур, Ж.Х. Мохаммад  

ВЕКТОРИЗАЦИЯ ТЕКСТА С ИСПОЛЬЗОВАНИЕМ МЕТОДОВ 
ИНТЕЛЛЕКТУАЛЬНОГО АНАЛИЗА ДАННЫХ* 

В задачах интеллектуального анализа текста текстовое представление должно 

быть не только эффективным, но и интерпретируемым, поскольку это позволяет понять 

операционную логику, лежащую в основе моделей интеллектуального анализа данных. Тра-

диционные методы векторизации текста, такие как TF-IDF и Bag-of-words, эффективны 

и имеют интуитивно понятную интерпретируемость, но страдают от «проклятия раз-

мерности» и не могут понимать смысл слов. С другой стороны, современные распределен-

ные методы эффективно определяют скрытую семантику, но требуют больших вычисли-

тельных ресурсов и времени, а также им не хватает интерпретируемости. В этой ста-

тье предлагается новый метод векторизации текстов под названием Bag of weighted Con-

cepts BoWC, который представляет документ в соответствии с содержащейся в нем ин-

формацией о концептах. Предлагаемый метод создает концепты посредством кластери-

зации векторов слов (т.е. встраивания слов), и использует частоты этих кластеров кон-
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цептов для представления векторов документов. Чтобы обогатить итоговое представле-

ние документа, предлагается модифицированная весовая функция для взвешивания кон-

цептов на основе статистики, извлеченной из информации вложений слов. Векторы, сге-

нерированные с помощью предложенного метода, характеризуются интерпретируемо-

стью, низкой размерностью, высокой точностью, а также низкими вычислительными 

затратами при использовании в задачах классификации и кластеризации. Предлагаемый 

метод протестирован на пяти различных наборах эталонных данных для кластеризации и 

классификации текстовых документов и сравнивается с несколькими базовыми методами, 

включая Bag-of-words, TF-IDF, Averaged GloVe, Bag-of-Concepts и VLAC. Результаты пока-

зывают, что BoWC превосходит большинство базовых методов и дает в среднем на 7 % 

лучшую точность. 

Векторизация текста; интеллектуальный анализ данных; классификация; кластери-

зация; машинное обучение; концепты; семантика. 

Yu.A. Kravchenko, A.M. Mansour, J.H. Mohammad  

TEXT VECTORIZATION USING DATA MINING METHODS 

In the text mining tasks, textual representation should be not only efficient but also inter-

pretable, as this enables an understanding of the operational logic underlying the data mining 

models. Traditional text vectorization methods such as TF-IDF and bag-of-words are effective and 

characterized by intuitive interpretability, but suffer from the «curse of dimensionality», and they 

are unable to capture the meanings of words. On the other hand, modern distributed methods ef-

fectively capture the hidden semantics, but they are computationally intensive, time-consuming, 

and uninterpretable. This article proposes a new text vectorization method called Bag of weighted 

Concepts BoWC that presents a document according to the concepts’ information it contains. The 

proposed method creates concepts by clustering word vectors (i.e. word embedding) then uses the 

frequencies of these concept clusters to represent document vectors. To enrich the resulted docu-

ment representation, a new modified weighting function is proposed for weighting concepts based 

on statistics extracted from word embedding information. The generated vectors are characterized 

by interpretability, low dimensionality, high accuracy, and low computational costs when used in 

data mining tasks. The proposed method has been tested on five different benchmark datasets in 

two data mining tasks; document clustering and classification, and compared with several base-

lines, including Bag-of-words, TF-IDF, Averaged GloVe, Bag-of-Concepts, and VLAC. The results 

indicate that BoWC outperforms most baselines and gives 7 % better accuracy on average. 

Text vectorization; data mining; classification; clustering; machine learning; concepts; se-

mantic. 

Введение. Текстовое представление данных является наиболее широко ис-

пользуемой формой общения и выражения среди всех различных источников дан-

ных. Кроме того, текстовые данные создаются и из других источников данных, 

таких как аудио и видео, где при построении автоматизированных систем респон-

дентов голос преобразуется в текстовые данные, а также добавляются видео-

объяснения для задач поиска информации, рекомендаций и оценки. Эти данные 

растут с каждым днем, и потребность в поиске инновационных механизмов и ме-

тодов обработки, хранения, понимания и извлечения из них скрытой информации 

возрастает.  

Чтобы применить различные методы машинного обучения и интеллекту-

ального анализа данных, необработанные документы необходимо преобразовать в 

формат понятный машине [1]. Первым шагом к тому, чтобы сделать текстовые 

документы машиночитаемыми, является векторизация, которая определяется как 

преобразование текстового документа в цифровой вектор, и представляет собой 

процесс извлечения признаков из текста для выполнения любых задач интеллекту-

ального анализа текста и математического решения проблем [2]. 
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Методы векторизации – это методы построения векторных представлений 

текстов на естественном языке [1, 3]. Они применяются во многих приложениях 

Data mining, обработки естественного языка (ОЕЯ) и поиска информации (ПИ), в 

таких задачах, как оценка семантического сходства и семантической близости для 

сопоставления текстов, классификация и кластеризация текстовых документов, 

обнаружение тем, генерация вопросов, ответы на вопросы, моделирование языков, 

машинный перевод, обобщение текста и др. Как правило, представление докумен-

та направлено на его преобразование в вектор фиксированной длины, который 

может описывать содержимое, чтобы уменьшить сложность документов и упро-

стить их обработку [4]. 

Традиционные методы представления документов, такие как «мешок слов» 

(BoW, Bag-of-Words) и TF-IDF (term frequency invers document frequency), достигли 

многообещающих результатов во многих задачах классификации и кластеризации 

документов благодаря своей простоте, эффективности и точности [4–7]. Однако у 

этих методов есть две основные проблемы. Первая – проблема размерности, по-

скольку количество функций в результирующих векторах значительно увеличива-

ется по мере увеличения размера корпуса (количества документов). Следователь-

но, размерность векторов документов может стать чрезвычайно большой и разре-

женной, и обычные метрики расстояния, такие как евклидово расстояние или ко-

синусное расстояние, станут бессмысленными [8]. 

Вторая проблема заключается в том, что полученное представление не учи-

тывает семантическое отношение между словами и игнорирует порядок слов, это 

означает, что разные документы будут иметь одинаковое представление, если ис-

пользуются одни и те же слова. Эти недостатки ограничивают способность моде-

лей интеллектуального анализа текста фиксировать истинное сходство между до-

кументами, представленными этими методами.  

Метод набора концептов BOC (Bag-of-Concepts) [8] был предложен как ре-

шение этой проблемы. Основываясь на корпусе коллекции документов, Bag-of-

Concepts кодирует слова как встраиваемые векторы, а затем применяет кластери-

зацию для группировки похожих слов в кластеры, называемые концептами. Как и 

в случае метода «мешка слов», каждый вектор документа будет представлен час-

тотами этих концептов в документе. Чтобы уменьшить влияние концептов, кото-

рые появляются в большинстве документов, применяется схема взвешивания, по-

добная TF-IDF, с заменой частоты термина TF на частоту концепта CF. Однако 

применение такой схемы взвешивания к концептам неэффективно, и снижает вы-

разительную способность результирующих векторов. Это связано с тем, что кон-

цепт здесь представлен группой терминов, схожих по смыслу, и поэтому частота 

появления того или иного концепта на уровне корпуса будет намного больше, чем 

частота появления одного из его терминов. Математически соотношение между 

количеством документов, в которых присутствует концепт, к общему количеству 

документов будет незначительным для большинства концептов, что будет указы-

вать на то, что все концепты являются распространенными на уровне корпуса и не 

содержат дискриминационной информации, а это ложный вывод. 

Следуя тому же подходу, что и BOC, в работе [9] разработан метод «Векторы 

локально агрегированных концептов» (VLAC, Vectors of Locally Aggregated 

Concepts), который группирует вложения слов для генерации признаков. Однако 

вместо того, чтобы подсчитывать частоту кластеризованных вложения слов, VLAC 

берет сумму остатков каждого кластера относительно его центроида и объединяет 

их для создания вектора признаков. Результирующие векторы признаков содержат 

более ценную информацию, чем пакет концептов, благодаря дополнительному 

включению этих статистических данных первого порядка. Однако этот метод соз-
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дает векторы относительно больших размеров с высокими вычислительными за-

тратами. Если бы 10 концептов нужно было создать из вложений слов размером 

300, то результирующий вектор документа содержал бы 10 × 300 значений. 

Чтобы преодолеть вышеупомянутые недостатки, в данной работе предлагает-

ся новый метод векторизации, названный «Пакетом взвешенных концептов» 

(BoCW bag-of-weighted concepts), который применяет тот же подход, что и BOC, за 

исключением того, что он имеет несколько основных отличий: 

1. Функция взвешивания, основанная на обратной частоте документа, была 

заменена функцией монотонного убывания, которая позволит лучше регулировать 

влияние частоты документа на уровне коллекции документов;  

2. Представлена эвристическая функция для извлечения дополнительной 

дискриминирующей информации, используемая для взвешивания концептов. Эта 

функция вычисляет важность концепта в документе, измеряя сходство слов, обра-

зующих концепт со словами документа, которые ему принадлежат;  

3. Для повышения эффективности предложенного метода при выполнении 

задачи классификации и кластеризации, в которых известны правильные классы 

документов, введен новый параметр для взвешивания вектора концептов по часто-

те класса документа. 

Таким образом, предлагаемый метод сочетает семантику на уровне терминов 

с семантикой на уровне концептов. Полученные в результате векторы признаков 

документов содержат более ценную информацию, чем при использовании BOC и 

VLAC, и в то же время, эти векторы интерпретируемые и их размеры намного 

меньше. 

1. Аналитический обзор методов векторизации текстов. Метод набора слов 

«Bag-of-Words» основан на предположении, что частота слов в документе может 

надлежащим образом отражать сходства и различия между документами. Следова-

тельно, признаки векторов документов, сгенерированные методом «мешка слов», 

представляют вхождения каждого слова в документе. Этот метод имеет серьезный 

недостаток: часто встречающиеся слова могут доминировать в пространстве призна-

ков, тогда как редкие слова могут нести больше ценной информации. 

Для улучшения представления «мешка слов» предлагается метод TF-IDF, от-

ражающий значимость слова для документа в корпусе, то есть механизм взвеши-

вания, где Term Frequency (TF) – это количество раз, когда термин появляется в 

документе, а обратная частота документа IDF измеряет редкость термина во всем 

корпусе. Обозначая общее количество документов в коллекции |D|, понятия часто-

ты термина и обратной частоты документа объединяются, чтобы получить общий 

вес для каждого термина в каждом документе следующим образом: 

                               
  

    
     

   

             
                (1) 

где    – количество вхождений слова t в документе d, а    – общее количество 

слов в этом документе.    – количество документов из коллекции D, в которых 

встречается t. 

Метод набор концептов (BOC, Bag-of-concepts), описанный в работе [8], ге-

нерирует векторы слов документа с помощью совокупности моделей word2vec, 

которые встраивают семантически похожие слова в соседнюю область. Это позво-

ляет сгруппировать соседние слова в один общий кластер концептов. Bag-of-

Concepts генерирует кластеры слов, применяя сферические k-средства к вложени-

ям слов. Полученные кластеры содержат слова с похожим значением и поэтому 

называются концептами. Подобно принципу метода «мешок слов», каждый вектор 

документа представляется частотой каждого кластера концептов в документе. 

Чтобы смягчить влияние концептов, которые появляются в большинстве докумен-
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тов, используется схема взвешивания, аналогичная TF_IDF, с заменой термина 

частота TF на частоту концепта CF.  Следовательно, он называется CF-IDF (часто-

та концепта с обратной частотой документа) и рассчитывается на основе следую-

щего уравнения. 

                
  

    
    

   

            
                               (2) 

где |D| – число документов в коллекции, а в знаменателе это число документов из 

коллекции D, в которых встречается концепт c;    – число вхождений концепта с в 

документ d, а     – общее число концептов в данном документе. 

Этот метод решает проблему больших размеров в методе набора слов, по-

скольку он нелинейно уменьшает размеры при преобразовании пространства слов 

в пространство концептов на основе семантического сходства. Кроме того, в [8] 

показано, что этот метод обеспечивает лучшее представления документа, чем Bag-

of-Words и TF-IDF, в задаче классификации для поиска двух наиболее похожих 

документов среди троек документов. Однако в задаче прогнозирования правиль-

ной метки для каждого документа BOC не удалось превзойти TF-IDF на двух из 

трех наборов данных. 

2. Постановка задачи. Пусть дан Ɗ текстовый словарь, т.е. список уникаль-

ных слов, которые появляются в коллекции текстовых документов. Пусть     
 – 

вектор вложения i-го слова словаря Ɗ, где D - размерность вложения слова. Мно-

жество всех векторов вложения слов обозначается                 . 
Кроме того, пусть N – количество текстовых документов, которые должны 

быть закодированы с использованием предложенного метода. Каждый документ 

описывается векторами вложения своих слов                            , 

где Ni – количество слов i-го документа. Каждое слово в документе имеет вектор 

вложения, то есть     – это вектор вложения j-го слова из i-го документа. Количе-

ство слов варьируется от одного документа к другому.  

Таким образом, ставится задача найти преобразование             , 

такое, что преобразованный вектор признаков     
 сохраняет (большую часть) 

преобразование или структуру в   . Оптимальное преобразование        будет 

таким, которое не приводит к увеличению минимальных ошибок вероятности. 

Соответственно, требуется найти преобразование из пространства слов в про-

странство концептов, которое позволяет каждому документу быть представленным 

вектором фиксированной длины.                            где k – количе-

ство извлеченных концептов, а     – это признак j-го концепта i-го документа. 
3. Разработка метода «Bag of weighted concepts». Для реализации постав-

ленной задачи разрабатывается принципиально новый метод для представления 

текстовых документов в виде числовых векторов фиксированной длины. Предла-

гаемый метод преобразует документ в вектор в соответствии с содержащейся в 

нем информацией о концептах. Для этого, аналогично методу «пакета концептов», 

создаётся словарь концептов T, а затем векторы документа создаются на основе 

статистики частотности концептов в документе.  

Все векторы вложения кластеризуются в Nk кластеров. Используется сфери-

ческий алгоритм k-средних, в котором косинусное подобие применяется в качест-

ве метрики расстояния. Для заранее определенного значения K алгоритм итера-

тивно назначает каждую точку данных одному из k центроидов и обновляет каж-

дый центроид с учетом принадлежности точек данных. Слово может быть пере-

группировано более чем в один кластер, это фактически означает, что различные 

значения слова могут быть объединены с их синонимами. 
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Необходимо обеспечить минимальное количество слов в каждом кластере, 

представляющем концепт, для этого проверяется размер результирующего класте-

ра и расширяется его. После этого слова располагаются в каждом кластере в соот-

ветствии с близостью к центру кластера, а затем выбираются M слова, наиболее 

близкие к центроиду кластера. В итоге получается группа концептов (понятий), 

каждое из которых представлено M словами принадлежащие к одному общему 

понятию или имеющие общий гипероним. Словарь концептов представляется сле-

дующим образом      
    

      
    

    
      

      
    

      
  , где   

 
 – i-

е слово j-го кластера. 

Алгоритм построения словаря концептов 

Ввод 
 
Вывод 

Набор                из N документов 

         // минимальное количество слов кластера 

Словарь концептов       
1: Отсканировать документы и создать словарь Ɗ 

2: Инициализировать вложение слова Ɛ с помощью Ɗ 

3: Инициализировать словарь T, запустив k-means на Ɛ 

4:                                      //количество концептов 

5:               

6: 

7: 

                           
                 //Количество слов, которыми следует расши-

рить кластер 

8:                
9:                  

10: 

11: 

        

 
                    //получить синоним слово слова j 
                //встраивание слова 

12:          // Добавить этот слово в текущий кластер 

      

      
13:                    
14:                          
     

     
15: Сохранить кластеры в виде словаря T. 

Для рассматриваемого документа d создается вектор признаков размера k, 

равного количеству концептов       
    

      
  , где признак   

  выражает сте-

пень значимости i-го концепта (его вес) в документе. Значимость концепта в век-

торе документа рассчитывается аналогично методу BOC, где слова документа 

сравниваются с концептами, т.е. измеряется степень косинусного сходства между 

вектором слова документа и вектором центроида кластера и записывается появле-

ние концептов, превышающих определенный порог Ɵ, определяемый эксперимен-

тально. Частота концепта задается следующей формулой: 

            
  

    
 ,                                                  (3) 

где    – общее количество концептов в документе, а    – количество вхождений 

концепта c в документ, которое вычисляется следующей двоичной функцией       

      
     
           

 ,                                                 (4) 
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где сходство s между двумя векторами слов X и Y вычисляется следующим образом: 

                         
   

       
 

     
 
   

    
  

       
  

   

                     (5) 

где Xi и Yi – компоненты вектора слов X и Y, соответственно. 

Чтобы уменьшить влияние концептов, которые появляются в большинстве 

документов, в методе BOC применяется схема взвешивания, подобная TF-IDF, в 

которой частота концепта CF взвешивается по обратной частоте документа IDF 

(2). Однако использование этой формулы на уровне концепта неэффективно, по-

тому что частота появления концепта на уровне коллекции документов намного 

выше, чем частота одного из его терминов. Математически это приводит к очень 

малым значениям логарифма – близкими к нулю, что указывает ложный вывод. 

Для преодоления этой проблемы авторы предлагают новую функцию взве-

шивания, основанную на обратной частоте документа ранее установленной функ-

цией монотонного убывания [10], которая позволяет повысить качество регули-

ровки влияния частоты документа на уровне коллекции документов. Функция за-

дается следующей формулой: 

          ,                                                          (6) 

где α – константа, а F – частота документа, вычисляемая по формуле: 

   
            

   
 .                                                        (7) 

Экспоненциальная функция была выбрана для гарантии, что значение   нахо-

дится в диапазоне      . Тогда весовая функция, которая получила название CF-EDF 

(concept frequency – exponential document frequency), принимает следующий вид: 

                
  

    
       

            

   
 .                    (8) 

Чтобы полученный вектор документа содержал более значимую (ценную) 

информацию, авторы предлагают эвристическую функцию, которая извлекает ста-

тистику, характеризующую отношение каждого концепта с документом, путем 

вычисления сходства слов, образующих концепт, со словами документа, которые 

ему принадлежат. Для документа d с N словами, принадлежащими c-му концепту, 

сходство вычисляется следующим образом: 

   
 

 
    

     
          

 
   ,                                             (9) 

где    – i-е слово документа, принадлежащее концепту;    – j-е слово концепта. 

Функция Max возвращает наивысшую оценку сходства, записанную для каждого 

слова документа, принадлежащего концепту с. 

Итоговая формула взвешивания концепта выглядит следующим образом: 

                
  

    
      

            

   
          .                 (10) 

Для повышения эффективности предложенного метода при выполнении за-

дачи классификации и кластеризации, в которых известны правильные классы до-

кументов, введен новый параметр для представления внутриклассовых характери-

стик, который называется частотой класса. Аналогично принципу весовой функ-

ции TF-IDF-CF, предложенному в [11] в данной работе вычисляется частота кон-

цептов в документах в пределах одного класса. Итоговая формула взвешивания 

концепта выглядит следующим образом: 
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,                               (11) 

где      – количество документов, в которых концепт    появляется в том же клас-

се k, которому принадлежит j-ый документ;     – количество документов в том же 

классе k, к которому принадлежит j-ый документ. 

4. Вычислительный эксперимент и анализ полученных результатов. Эф-

фективность метода BoWC оценивалась по нескольким базовым критериям по-

средством их оценки при выполнении задачи кластеризации. Приведем описание 

использованных наборов данных и метрик оценки. 

Для оценки предложенного метода использовались пять наборов данных 

представленных в табл. 1. 

Таблица 1 

Наборы использованных данных 

Набор данных BBC R8 OH 20Newsgroup WebKB 

Количество документов 2225 8491 5380 18821 4199 

Количество категорий 5 8 7 20 4 

Среднее количество слов 

в документе 
2262 742 1008 1902 909 

Среднее количество 

словарных слов  в одном 

документе 

207 66 79 135 98 

BBC содержит 2225 документов, принадлежащих к 5 различным классам.  

Reuters (R8) содержит статьи из новостной ленты Reuters. В этой работе использу-

ется разделение R8 набора данных Reuters, которое содержит 8491 документ, где 

документы принадлежат 8 различным классам. 20Newsgroups, содержит 18821 до-

кумент, где документы принадлежат 20 различным категориям групп новостей.  

OHSUMED (OH) содержит 5380 документов, принадлежащих 7 различным клас-

сам. WebKB содержит веб-страницы из различных разделов информатики, которые 

были разделены на 7 разных классов: студенты, преподаватели, сотрудники и т.д. 

В этой работе использовался предварительно обработанный набор данных WebKB, 

который содержит 4 различных класса и всего 4199 документов [12, 13]. 

Чем больше объём корпуса, на котором обучается модель вложений, тем вы-

ше репрезентативная способность полученных векторов слов. Следовательно, обу-

чение модели вложений на данных разного размера было бы неправильным вари-

антом, поэтому используется предварительно обученная модель, а именно GloVe 

из-за ее преимуществ перед другими [14]. Модель GloVe была обучена на наборе 

данных Common Crawl и содержит векторы для 1,9 миллиона английских слов. 

Такая же предварительная обработка была применена ко всем наборам дан-

ных путем перевода текста в нижний регистр и разбивки на самые длинные непус-

тые последовательности буквенно-цифровых символов, которые содержат не ме-

нее трехбуквенных символов. Стоп-слова, редкие слова и слова без вложений бы-

ли удалены. Поскольку используется предварительно обученное встраивание 

(embeddings), выделение корней слов (stemming) не выполнялось, чтобы умень-

шить количество слов вне словарного запаса, за исключением набора данных 

WebKB, где исходные данные получить не удалось, поэтому использовалась пред-

варительно обработанная версия. 
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В задаче кластеризации, зная присвоения эталонных данных классам образ-
цов, определена интуитивно понятная метрика с помощью анализа условной эн-
тропии, одной из которых является V-мера. 

V-мера – мера, основанная на энтропии [15], которая явно измеряет, насколь-
ко успешно были удовлетворены критерии однородности (homogeneity), когда ка-
ждый кластер содержит только членов одного класса, и полноты (completeness), 
когда все члены данного класса относятся к одному кластеру. V-мера вычисляется 
как среднее гармоническое для различных оценок однородности и полноты, точно 
так же, как точность и полнота обычно объединяются в F-меру [16]. 

        
                            

                          
.                                     (12) 

Фактор   может быть откорректирован, чтобы обеспечить либо однород-
ность, либо полноту алгоритма кластеризации. 

В проведенном вычислительном эксперименте предложенный метод BoWC 
оценивался по результатам решения задачи кластеризации путем сравнения с пя-
тью проанализированными ранее методами, а именно, Bag-of-Words, TF-IDF, 
GloVe, Bag-of-Concepts и VLAC. Результаты эксперимента показаны в табл. 2. 

Таблица 2 

Результаты кластеризации по V-мере 

 
BBC R8 OHSUMED 20NG WebKB 

TF-IDF 0,663 0,513 0,122 0,362 0,313 

Количество признаков 29821 29290 40179 173446 7632 

Bag of Words 0,209 0,248 0,027 0,021 0,021 

Количество признаков 17350 14446 17481 92718 7637 

Averaged GloVe 0,774 0,481 0,109 0,381 0,219 

Количество признаков 300 300 300 300 300 

Bag-of-Concepts 0,638 0,131 0,1 0,394 0.084 

Количество признаков 200 200 200 200 200 

VLAC 0,808 0,456 0.118 ꟷ 0.286 

Количество признаков 9000 9000 9000 ꟷ 9000 

BoWC 0,889 0,534 0,151 0.511 0.158 

Количество признаков 100 55 75 65 70 

Эффективность метода BoWC была проанализирована с постоянно увеличи-
вающимся количеством концептов от 5 до 100 концептов, чтобы обеспечить спра-
ведливое сравнение со всеми методами. Признаки усредненных вложений слов 
GloVe, Bag-of-Words и TF-IDF максимизированы по умолчанию. Результаты срав-
нения предложенного метода векторизации текста BoWC с рассмотренными кано-
ническими при решении задачи кластеризации документов на наборах данных 
(BBC, Reuters, 20Newsgroups, OHSUMED, WebKB) с использованием V-меры пред-
ставлены на рис. 1. 



Раздел IV. Информационный анализ и распознавание образов  

 163 

 

 

 

Рис. 1. Результаты сравнения предложенного метода векторизации текста с 

другими методами при выполнении задачи кластеризации документов на наборах 

данных (BBC, Reuters, 20Newsgroups, OHSUMED, WebKB) с применением V-меры 

Для метода VLAC, прилагаемый к работе API был использован при повтор-

ной реализации экспериментов на наборах данных из-за разницы в источнике дан-

ных и критериях оценки. Было принято 30 концептов (9000 признаков), учитывая, 

что большее количество концептов требует больших вычислительных затрат [9]. 

Существует значительная разница в количестве признаков между BoWC и методом 

VLAC, однако они будут сравниваться с точки зрения информативности первых 

тридцати концептов, а не только с точки зрения количества признаков. 

Учитывая, что BOC является частным случаем предложенного метода BoWC, 

он был реализован через код метода BoWC. В [8]  показано, что Bag-of-Concepts по 

сравнению с TF-IDF требуется не менее 100 концептов для достижения конкурен-

тоспособных результатов. Итак, чтобы максимизировать точность Bag-of-Concepts, 

количество концептов было установлено равным 200. 

Чтобы сделать сравнение между реализациями BoWC возможным, все вло-

жения слов имели размер 300. Метод K-средних использовался в этом эксперимен-

те в качестве классификатора методов генерации признаков. 
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Табл. 1 показывает, что предложенный метод, превзошел большинство дру-

гих методов, с уменьшением количества признаков в среднем на 50%, сохранив 

высокую точность классификации. Значения V-меры на наборе данных OHSUMED 

низкие для всех методов. Вероятно, это связано с природой этих данных, посколь-

ку они содержат большое число медицинских терминов, связанных с точки зрения 

темы, и, следовательно, на уровне термина требуется значительное количество 

признаков для различения каждого документа, а на уровне концептов требуются 

дополнительные ресурсы для построения соответствующего концептуального сло-

варя. Тем не менее, предложенный метод дал наилучшее значение для V-меры  

с 75 концептами. 

Для набора данных WebKB методы TF-IDF и VLAC превзошли BoWC. Этот 

результат логичен, учитывая, что взята предварительно обработанная версия этого 

набора данных, что увеличивает количество слов вне словарного запаса и влияет 

на качество и количество результирующих концептов [17–21]. 

Эксперимент VLAC с набором данных 20Newsgroup был исключен из-за его 

высоких вычислительных затрат, так как алгоритм кластеризации завершился не-

удачно из-за полной загрузки 12,72 ГБ ОЗУ. Причина этого в том, что этот набор 

данных огромен, а векторы документов, сгенерированные VLAC, длинные и, сле-

довательно, требуют большого объема памяти для хранения и обработки. 

Колебания кривых на рис. 1 обусловлены разным качеством концептов, из-

влекаемых при каждом запуске метода, и это весьма логично, поскольку алгоритм 

построения словаря концептов при каждом запуске дает разные концепты, это свя-

зано с типом используемой функции расстояния и порога схожести, по которому 

определяется появление того или иного концепта в документе. Соответственно, 

сложно определить конкретное количество признаков, обеспечивающих стабиль-

ную производительность метода, что является одним из недостатков предложен-

ного метода, требующим дополнительных исследований. 

Заключение. В данной работе представлена разработка метода векторизации 

текстов BoWC, который представляет документ в соответствии с содержащейся в 

нем информацией о концептах. Предлагаемый метод создает концепты посредст-

вом кластеризации векторов слов (т.е. встраивания слов), и использует частоты 

этих кластеров концептов для представления векторов документов. Чтобы обога-

тить итоговое представление документа, предлагается новая модифицированная 

весовая функция для взвешивания концептов на основе статистики, извлеченной 

из информации вложений слов.  

Векторы, сгенерированные с помощью предложенного метода, характеризу-

ются интерпретируемостью, низкой размерностью, высокой точностью, а также 

низкими вычислительными затратами при использовании в задачах кластеризации. 

В целях контроля качества концептов, генерируемых разработанным мето-

дом, планируется провести дополнительные исследования для внесения улучше-

ний в алгоритм формирования словаря концептов с целью создания более качест-

венных концептов для преодоления неопределенности в результатах, которая про-

являлась в колебаниях значений V-меры, отражающей точность процесса класте-

ризации. Кроме того, необходимо протестировать возможность применения про-

цессов обрезки или слияния концептов, чтобы контролировать качество получен-

ных концептов. С другой стороны, эксперименты будут расширены, чтобы вклю-

чить анализ влияния других типов вложений на эффективность предложенного 

метода, включая создание вложений на основе самих данных. 
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А.К. Мельников 

ОГРАНИЧЕНИЕ КОЛИЧЕСТВА РАЗЛИЧНЫХ ОПРОБУЕМЫХ 
ВЕКТОРОВ ДЛЯ ПОЛУЧЕНИЯ ВСЕХ РЕШЕНИЙ СИСТЕМЫ 

ЛИНЕЙНЫХ УРАВНЕНИЙ ВТОРОЙ КРАТНОСТИ  
НА МНОГОПРОЦЕССОРНОЙ ВЫЧИСЛИТЕЛЬНОЙ СИСТЕМЕ 

Статья посвящена нахождению всех целочисленных неотрицательных решений сис-

темы линейных уравнений второй кратности типов, далее с.л.у., методом последователь-

ного опробования векторов на принадлежность к решениям системы. Рассматривается 

количество различных векторов, опробование которых на принадлежности к решениям 

с.л.у. приведет к получению всех решений с.л.у. Вектор опробований с.л.у. состоит из эле-

ментов определяющих число знаков алфавита, имеющих одинаковое число вхождений в 

выборку. С.л.у. связывает между собой число вхождений элементов всех типов в рассмат-

риваемую выборку, мощность алфавита, объём выборки и ограничение на максимальное 

число вхождений знаков алфавита в выборку. Решение с.л.у. является основой расчета 

точных распределений вероятностей значений статистик и их точных приближений ме-

тодом второй кратности, где в качестве точных приближений выступают ∆точные 

распределения, отличающиеся от точных распределений не более чем на заранее заданную, 

сколь угодно малую величину ∆. Величина, выражающая количество опробуемых векторов, 

является одной из величин определяющих алгоритмическую сложность метода второй 

кратности, без знания значения которой нельзя определить параметры выборок, для ко-

торых при ограничениях на вычислительный ресурс могут быть рассчитаны точные рас-

пределения и их точные приближения. Количество различных опробуемых векторов рас-

сматривается в условиях ограничения на максимальное значение числа вхождений элемен-

тов алфавита в выборку, так и без ограничений. Найдены аналитические выражения, по-

зволяющие для любых значений мощности алфавита, объёма выборки и ограничения на 

значение максимального числа вхождений знаков алфавита в выборку вычислять количест-

во опробований различных векторов для получения всех целочисленных неотрицательных 

решений системы линейных уравнений второй кратности типов. Вид полученного анали-

тического выражения для количества опробований векторов позволяет использовать его 

при изучении алгоритмической сложности расчетов точных распределений и их точных 

приближений с заранее указанной точностью ∆. 

Вероятность; точное распределение; точное приближение; система линейных урав-

нений; алгоритмическая сложность; многопроцессорная вычислительная система. 
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